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Automatisk taligenkänning som metod för att undersö-
ka artikulationshastighet i svenska

Liv Martin Björkdahl

Sammanfattning
Den senaste tidens utveckling inom automatisk taligenkänning har lett till mindre resurskrävan-
de och mer effektiva modeller. Detta innebär nya möjligheter för forskning kring spontant tal.
I den här studien används Kungliga Bibliotekets svenska version av Wav2Vec 2.0 och en tal-
korpus skapas utifrån ljudklipp från Sveriges Radio för att undersöka artikulationshastighet i
spontant tal. Artikulationshastighet har setts ha en negativ korrelation till informationsdensitet
i tidigare studier. Utifrån Uniform Information Density-hypotesens antagande; att talare strävar
efter att jämna ut distributionen av information i ett yttrande, undersöks om de sammanlagda
dependenslängderna mellan alla huvud och dependenter i meningar är korrelerat med artiku-
lationshastigheten. Studien visar att metoden där artikulationshastighet beräknas med hjälp av
KB:s Wav2Vec 2.0 leder till systematiskt högre artikulationshastighet än vid en manuell beräk-
ning. Samt att korrelationen mellan antal stavelser i ett ord och artikulationshastighet blir den
omvända mot vad tidigare studier med manuella metoder visat. Hypotesen att längre depen-
denslängd skulle vara relaterat till högre artikulationshastighet får inget stöd i studien. Istället
ses en motsatt effekt av minskande artikulationshastighet i relation till ökande dependenslängd.
Studien belyser behovet av en modell specialiserad för beräkning av duration för att vidare ut-
forska artikulationshastighet genom automatisk taligenkänning.

Nyckelord
ASR, taligenkänning, Wav2Vec 2.0, artikulationshastighet, dependenslängd, korpusstudier, in-
formationsdensitet, UID, dependenslängdsminimering

Abstract
The last few years progress within automatic speech recognition has led to models that are less
resource demanding and more effective. This means new possibilities in the research regarding
spontaneous speech. In this study, KB:s Swedish version of Wav2Vec 2.0 is used to create a
speech corpus and investigate articulation rate in spontaneous speech, with data from Sveriges
Radio. This study aims to investigate if this is a good method. It has been observed in previous
studies that articulation rate is negatively correlated to information density. With the uniform
information density hypothesis; that speakers aim to distribute information evenly in an utteran-
ce, as a base - this study aims to investigate whether the sum of the word dependency lengths in
sentences is correlated to articulation rate. The result shows that the method of calculating ar-
ticulation rate with KB:sWav2Vec 2.0 leads to systematically higher articulation rates compared
to results of a manual method. The hypothesis that longer dependency lengths would correlate
with higher articulation rates is not supported in the results. Instead the opposite effect can be



observed. The study shows the need for a model specialized in calculating duration for future
research regarding articulation rate with automatic speech recognition.

Keywords
ASR, automatic speech recognition, UID, articulation rate, dependency length, dependecy mi-
nimization, corpus studies, information density
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Förkortningar
σ stavelser

AR Artikulationshastighet (Articulation Rate)

ASR Automatisk taligenkänning (Automatic Speech Recognition)

CI Konfidensintervall

CNN Faltningsnätverk (Convolutional Neural Network)

CTC Connectionist Temporal Classification

DLM Dependenslängdsminimering (Dependency Length Minimization)

DLT Dependence Locality Theory

EIC Early Immediate Constituent teorin

KB Kungliga Biblioteket

LSTM Long Short-Term Memory neuralt nätverk

NLP Natural Language Processing

UID Uniform Information Density-teorin

WER Word Error Rate
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1 Inledning
Automatisk taligenkänning (ASR) har vuxit och utvecklats mycket de senaste åren. Modellerna
blir allt mer effektiva och mindre manuellt krävande. Wav2Vec 2.0 är en av de senaste model-
lerna som utvecklats av Facebooks AI-team (Baevski m. fl. 2020). Med mycket lite annoterad
träningsdata kan modellen med stor korrekthet transkribera talat språk. Att modellen når så go-
da resultat med så lite data öppnar dörrarna för studier av språk där resurserna eller mängden
annoterad data är begränsad. En svensk version av Wav2Vec 2.0 har skapats av Kungliga Bibli-
oteket (KBLab/wav2vec2-large-voxrex-swedish, Hugging Face 2022). Tack vare detta finns nu
möjlighet att skapa transkriberade talkorpusar för svenska i stor skala. Det finns aspekter av talat
språk som tidigare forskning varit begränsad till att undersöka med manuella metoder, som nu
istället kan undersökas kvantitativt med effektiv ASR. En sådan aspekt är artikulationshastighet
(AR). Artikulationshastighet är tiden det tar att yttra en specificerad lingvistisk enhet — ofta en
stavelse. Tidigare forskning kring AR har varit begränsad av tillgängligheten till annoterad data
och på grund av bristen på data med spontant tal finns behov av studier av detta. Det finns även
mycket lite forskning rörande AR på svenska.

Informationsdensitet är ett känt begrepp inom informationsteorin och handlar om hur myc-
ket information som överförs över en viss tidsenhet. UID eller Uniform Information Density
hypotesen inom informationsteorin antar att talare strävar efter att producera yttranden där in-
formationen är så jämnt distribuerad som möjligt (Jaeger 2006). Ett sätt att uppnå en jämnare
distribution av information har observerats vara reglering av AR. Tidigare studier av AR visar
att den är relaterad till många faktorer i ett yttrande. Bl.a. frekvensen av ett ord, hur väntat det är i
en given kontext, eller hur hög informationsdensitet det har. Relationen som observerats mellan
AR och det sistnämnda är att högre informationsdensitet är korrelerat med lägre AR (Pellegrino
m. fl. 2011; Sjons 2022).

Informationsdensitet har också setts vara relaterat till syntaktisk komplexitet och depen-
denslängd. Dependenslängd handlar om avståndet mellan huvud och dependenter. Huvudet är
det ord som syntaktiskt definierar en fras, och som de andra orden modifierar. Dependensläng-
den tas fram genom att man räknar antal ord mellan varje huvud och dess dependent. Tidigare
forskning har indikerat att kortare dependenslängder föredras av språkanvändare eftersom de in-
nebär mindre kognitiv belastningär vid produktionen och förståelsen av ett yttrande (Temperley
och Gildea 2018). I en studie undersökte Cooper och Paccia-Cooper (2013) duration för olika
tolkningar av ambiguösa ord, som även hade olika dependenslängd beroende på tolkning, men
utöver detta finns inte mycket studier rörande dependenslängd och AR eller rörande ifall det
finns någon relation mellan dem.

I den här studien vill jag utforska om nya effektivare ASR-modeller, som KB:s Wav2Vec
2.0, kan användas för att skapa en talkorpus med transkriptioner och tidsstämplar för ord och
på så sätt storskaligt undersöka AR i svenska. Datat som används består av ljudklipp från Sve-
riges Radio. Jag kommer även utforska om det finns en koppling mellan AR och en menings
sammanlagda dependenslängd, så att meningar med längre dependenslängd också har generellt
lägre AR.
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2 Bakgrund

2.1 Artikulationshastighet
Goldman-Eisler (1961) skiljde på de två begreppen som idag är vanligast när man diskuterar tal
och hastighet. Speaking rate (SR) eller talhastighet, vilken inkluderar pauser, och articulation
rate (AR) eller artikulationshastighet som inte inkluderar pauser (eller åtminstone formulerar en
gräns för hur lång en paus måste vara för att markera att det är ett nytt segment). Hastigheten
mäts i en specificerad lingvistisk enhet, delat på tiden yttrandet tar, eller omvänt; tiden delat på
lingvistisk enhet. Eftersom pauser i sig själva visats påverkas mycket av individuella skillnader
och kontext visar talhastigheten ofta större variation än artikulationshastigheten. Därför är det
vanligt att studier undersöker artikulationshastighet (Coats 2019). Artikulationshastighet mäts i
denna studie både som ms/stavelse och stavelser/sekund. Stavelse betecknas hädanefter med σ.

AR varierar över tid, och denna variation kan ha olika orsaker (Schieche Forbes 2021). Ti-
digare studier har visat att artikulationshastighet varierar mellan talare, situation och kontext.
Vissa variationer kan ske till följd av individuella skillnader mellan talare, men man har även
funnit mönster som tyder på att sociala aspekter kan påverka. I en studie jämförde Jacewicz
m. fl. (1999) lästa meningar med spontant tal i två nordliga dialekter av amerikansk engelska.
Man fann att talare frånWisconsin hade en talhastighet som var 12,5% högre än talare från North
Carolina samt att talhastigheten var lägre för de inlästa yttrandena än för det spontana talet. Man
fann också att männen i studien talade något snabbare än kvinnorna.

Ords frekvens har länge observerats vara korrelerat till dess längd så att korta ord ofta är mer
frekventa än långa ord (Zipf 1935). På ett liknande sätt har det observerats att ord som är mer fre-
kventa tenderar att uttalas under kortare duration. Även i fall där orden är homofona, alltså att två
ord uttalas på samma sätt, visades att det mer frekventa ordet hade högre artikulationshastighet
(Gahl 2008). Antalet stavelser i ett ord har också setts ha en påverkan på artikulationshastighet i
det att fler stavelser ger högre artikulationshastighet (Alyett och Turk 2004; Dankovičová 1999;
Lindblom och Rapp 1973). I den här studien kommer artikulationshastighet annoteras automa-
tiskt med hjälp av en modell för automatisk taligenkänning. Exempel på automatisk annotering
av artikulationshastighet ges i avsnitt 2.4.

2.2 Informationsteori
2.2.1 Surprisal

Vid det här laget finns mycket studier och litteratur som visar på betydelsen av den lingvistiska
kontexten vid processandet av ett nytt ord. Inom informationsteorin har betydelsen av kontext
vid processandet av information behandlats sedan mitten av 1900-talet. Shannon (1948) definie-
rade 1948 sin matematiska teori om kommunikation, och hur information i kommunikation kan
kvantifieras. Resultatet blir den inverterade logaritmen av en symbols sannolikhet i en sekvens,
beräknat utifrån en given kontext. Surprisal är en av benämningarna, informationsmängd en an-
nan. Basen i logaritmen kan variera beroende på vilken informationsenhet du vill mäta, men
Shannon använde sig av basen 2, som kallas antingen bit eller shannon. Formeln för surprisal
med basen 2 för logaritmen kan skrivas ut som i ekvation 1, där I(x) är surprisal för en symbol x
i sin kontext. Surprisal kan beräknas på flera olika lingvistiska nivåer som fonem, ord, stavelser
eller hela yttranden. En symbol med hög sannolikhet har alltså låg surprisal, medan en symbol
med låg sannolikhet har hög surprisal.

Språkanvändare strävar efter en balans mellan att förmedla tillräckligt mycket information
för att kommunikationen ska vara effektiv, och lagom lite information för att inte överskrida ka-
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paciteten i produktionen eller mottagandet. Man kan tala om informationen som kommuniceras
per tidsenhet som informationsdensitet, och fenomenet att sträva efter balans som en utjämning
av information (Fenk-Oczlon 2001).

I(x) = −log2P (x) (1)

2.2.2 Kognitiv belastning och informationstäthet (UID)

Relativ frekvens av en lingvistisk enhet och hur välkänd den är, är faktorer som setts ha påverkan
på de kognitiva processerna i hjärnan (Fenk-Oczlon 2001). Exakt på vilket sätt är delvis ännu
ett mysterium, men det forskas mycket om det inom psykolingvistiken och neurolingvistiken
(Phillips m. fl. 2005; Schieche Forbes 2021; Smith och Levy 2013). Uniform Information Den-
sity (UID) är namnet på en hypotes inom informationsteori som ytterligare definierar talarens
strävan efter en utjämning av information. Enligt UID sker detta på många lingvistiska nivåer,
inte bara i valet av ord (Jaeger 2006). Det kan till exempel handla om kortare duration för ord
eller stavelser, eller syntaktisk reduktion. Definitionen av UID lyder:

Within the bounds defined by grammar, speakers prefer utterances that distribute
information uniformly across the signal (information density).Where speakers have
a choice between several variants to encode their message, they prefer the variant
with more uniform information density (ceteris paribus).
(Jaeger 2010) sidan 3.

Eller på svenska; när det finns flera olika sätt att formulera något, väljer talaren det som
ger den mest jämna distributionen av information. Ur ett informationsteoretiskt perspektiv kan
många av de variationer som finns i mänskligt tal ha orsaker som grundar sig i strävan efter ett
så jämnt informationsflöde som möjligt (Alyett och Turk 2004).

2.2.3 Artikulationshastighet och surprisal

Pellegrino m. fl. (2011) skriver om hur den genomsnittliga informationshastigheten är resultatet
av en avvägning mellan informationsdensitet och talhastighet. Det har observerats att artiku-
lationshastighet påverkas av surprisal på det sätt att yttranden som innehåller mer information
också uttalas med lägre artikulationshastighet. (Pellegrino m. fl. 2011; Sjons m. fl. 2017). I en
studie som genomfördes av Bell m. fl. (2009) undersöktes duration för enskilda ord kopplat till
hur förutsägbara de var givet en viss kontext. Datan som användes i studien var spontant tal ur
en korpus med amerikansk engelska. Resultatet tydde på att sannolikheten för ett ord givet en
kontext påverkar ordets duration så att den blir kortare för mer sannolika ord, och längre för
mindre väntade ord (Bell m. fl. 2009). Även en studie av Schieche Forbes (2021) visade att ar-
tikulationshastighet var relaterat till ett mått på informationsdensitet baserat på surprisal. Även
om effekten som observerades i studien var liten tyder den på att artikulationshastighet i alla fall
är ett av flera sätt för en talare att sprida ut informationen mer jämnt i kommunikation (Schieche
Forbes 2021).

2.3 Dependenslängd
2.3.1 Dependenslängd

Syntaktisk dependens är relationer mellan huvud och modifierare som tillsammans bildar en
menings syntaktiska trädstruktur. En dependensrelation består av ett ordpar där den ena är hu-
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Figur 1: Total dependenslängd för en mening, figur från Futrell m. fl. (2019)

vud och den andra är dependent (Temperley och Gildea 2018). Att två ord har en dependens
mellan sig innebär att de är semantiskt och/eller syntaktiskt relaterade till varandra. Depen-
denser spelar en viktig roll för många lingvistiska teorier, inte minst inom datorlingvistiken.
Så kallade trädbanker, syntaktiskt annoterade korpusar, är ett viktigt verktyg för forskning och
jämförelser mellan språk såväl som för utvecklingen inom natural language processing (NLP).
Detta eftersom de ger ytterligare information om hur orden är relaterade till varandra och vil-
ka konsekvenser det får för betydelsen av en fras eller mening (Gerdes m. fl. 2014; Kakkonen
2006). Dependenslängd kan definieras som antalet ord mellan ett huvud och dess dependent,
dependenten inräknad. Den totala dependenslängden kan definieras som summan av alla des-
sa dependenslängder i en mening. I figur 1 från Futrell m. fl. (2019), är dependenslängden till
exempel sex.

2.3.2 DLM

Dependenslängdsminimering (Dependency Length Minimization eller DLM) är idén om att
språk strävar efter att ha så korta dependenslängder som möjligt mellan ord. Det finns flera teo-
rier kring de exakta orsakerna till detta, men det är något som tydligt observerats i många olika
situationer. I såväl grammatik som språkproduktion och språkförståelse (Temperley och Gildea
2018). DLM har observerats tvärspråkligt (Futrell m. fl. 2019), om än i varierande utsträckning.
Språk har kategoriserats i grupperna huvudfinala, och huvudinitiala, (Greenberg 1963) även om
det har argumenterats att detta inte är ett särskilt bra sätt att dela in språk och att det finns många
undantag (Temperley och Gildea 2018). En struktur där dependensrelationerna går övervägande
i en riktning, genererar som följd av detta också kortare dependenslängder (se figur 2). Därför
har det hävdats att huvudinitial eller huvudfinal struktur är ett sätt att minimera dependenslängd
(Temperley och Gildea 2018). Men även då mönstret bryts, och ett språk har dependensrelatio-
ner i motsatt riktning, kan det ses som tecken på DLM. Ofta är det fraser med bara ett ord som
går mot riktningen, medan fraser som innehåller fler ord oftare följer huvudstrukturen. Om ett
huvud har många dependensrelationer, kan det resultera i en kö av ord om alla ska få plats på en
och samma sida om huvudet. Då kan det vara bättre att kortare dependensrelationer tar en annan
riktning för att balansera ut meningen och minska dependenslängderna.

Som tidigare nämnt finns det också bevis för DLM i produktion av språk. När det finns
flera acceptabla sätt att uttrycka något, tenderar språkanvändare att ofta välja det alternativ som
ger kortast dependenslängd (Kramer 2021). I en studie som använder sig av en korpus med
material från Wall Street Journal, hittar Temperley (2007) flera exempel på strukturer som leder
till kortare dependenslängd. Bland annat en stark tendens mot att invertera subjekt och verb-
par när subjekt-frasen är lång. Om man utgår från att subjektfrasen fungerar som dependent till
verbet, så leder en icke-inverterad konstruktion till längre dependenslängd.

Även i studier där genomsnittsdependenslängd räknats ut, har man funnit bevis för DLM.
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Figur 2: Dependensrelationer i många olika riktningar eller som följer samma riktning (från
Temperley och Gildea 2018, sidan 3)

När man jämfört beräkningar av dependenslängd för en simulerad grammatik som leder till op-
timal minimering, med beräkningar för en slumpmässig grammatik, samt med beräkningar för
den faktiskt observerade dependenslängden, har man funnit att den observerade genomsnittliga
dependenslängden per mening i engelska är mycket lägre (47,5) än om grammatiken skulle ha
en slumpmässig ordning av dependensrelationerna (82,7). Istället är den närmre den optimala
minimeringen (33,5), även om den fortfarande är en bra bit längre. Detta skulle kunna tyda på
att minimering av dependenslängd har påverkat utformandet av grammatik genom språkevolu-
tionen (Gildea och Temperley 2010). För att försöka få en uppfattning om hur stor del av mini-
meringseffekterna som sker till följd av grammatik och hur stor del som sker till följd av val som
görs vid produktionstillfället, gjorde Gildea och Temperley (2010) även undersökningar där de
skapade en simulerad grammatik med bestämd ordföljd som skulle vara så likt den observerade
i korpusen som möjligt. Den genomsnittliga dependenslängden per mening som genererats med
grammatiken jämfördes med den genomsnittliga dependenslängden per mening som observe-
rats i korpusen. Med den simulerade grammatiken blev resultatet 51,4 (jämfört med den faktiska
47,5). Detta ger en bild av ungefär hur mycket av dependenslängdsminimeringen som sker till
följd av syntaktiska val vid produktionstillfället (Gildea och Temperley 2010). Liknande resultat
har setts när man undersökt andra språk än engelska (Futrell m. fl. 2019). I en undersökning av
Hahn m. fl. (2020) sågs att alla 51 språk som undersöktes visade en tendens av att röra sig mot
en optimerad processbarhet och förutsägbarhet, i en jämförelse mellan varje språks grammatik,
en optimerad grammatik och en slumpmässig grammatik. Den optimerade processbarheten och
förutsägbarheten ledde också i 100 % av fallen till generellt kortare dependenslängd.

2.4 Automatisk taligenkänning
2.4.1 WER

Word Error Rate, eller WER, är ett mått som används för att bedöma prestandan hos en au-
tomatisk taligenkänningsmodell. Eftersom taligenkänningsmodellens transkriptioner kan skilja
sig från den korrekta transkriptionen i längd, används Levenshteinavståndet för att beräkna hur
många misstag modellen gjort. Levenshteinalgoritmen är en algoritm för att mäta avståndet mel-
lan två strängar, och Levenshteinavståndet kan definieras som minsta möjliga antal insättningar
(I), substitutioner (S), och borttagningar (deletions, D) som behövs för att ett ord ska bli ett annat
(Schulz och Mihov 2002). I WER används Levenshteinavståndet på ordnivå, formeln för uträk-
ningen kan ses i ekvationen 2 där N är antal ord i den korrekta transkriptionen (Morris m. fl.
2004). Ekvationen leder till ett resultat i procent, men eftersom det kan finnas fler ord i den ena
transkriptionen än i den andra, kan procenten också överstiga 100.

WER =
I +D + S

N
(2)
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2.4.2 Automatisk annotering av artikulationshastighet

Det finns tidigare studier som har undersökt olika fenomen och språkliga aspekter genom an-
vändandet av automatisk taligenkänning för att skapa stora transkriberade talkorpusar. Liksom
med mycket lingvistisk forskning har taligenkänningsmodeller utnyttjats mest väldokumenterat
och utvecklat för engelska.

I studier med automatisk taligenkänning och artikulationshastighet används ibland forced
alignment. Forced alignment handlar om att göra så att ljudinput är i linje med transkriptionen,
med tydligare gränser för varje fonem. Det behövs en ljudinput och en transkription av det som
sägs, och sedan tvingar algoritmen in annoteringarna i en jämn uppställning (alignment) med
tidsintervallen för ljudet (Mahrm. fl. 2021). I en tidigare studie avChenm. fl. (2004) undersöktes
vilka faktorer som kan påverka ifall forced alignment fungerar bra eller inte. De konstaterar
bland annat att det kan finnas svårigheter i användningen av forced alignment på längre ljudinput
eftersom det finns större risk för fel i transkriptionerna. Varken i studien av Chen m. fl. (2004)
eller Mahr m. fl. (2021) når någon av forced alignment-algoritmerna som undersöks upp i lika
hög precicion som de manuella guldstandarder studierna använder för att jämföra algoritmerna
med. Men för skapandet av större talkorpusar med hjälp av ASR kan en automatisk metod som
forced alignment bli ett viktigt verktyg.

Användbarheten i automatisk taligenkänning för att skapa större korpusar och undersöka ar-
tikulationshastighet undersöktes av Coats (2019) som använde sig av undertexter till YouTube-
videor för att undersöka regionala mönster i artikulationshastigheten för amerikansk engelska.
Undertexterna till videor på Youtube som är automatiskt genererade utgår från Googles tali-
genkänningsmodell sedan 2009 (Automatic captions in YouTube 2022). De tekniska detaljerna
bakomGoogles taligenkänning och dess applikation på Youtube-videor har inte publicerats, men
ett antal studier har gjorts för att uppskatta dess tillförlitlighet och resultat. Coats studie (Coats
2019) visar liknande mönster för den regionala variationen i artikulationshastighet som tidigare
studier med manuella metoder pekat mot, med något lägre artikulationshastighet i den ameri-
kanska södern, och något högre artikulationshastigheten i övre mellanvästra Amerika (Jacewicz
m. fl. 1999). Detta talar för att metoden fungerar bra för att undersöka artikulationshastighet och
talhastighet. Däremot, konstaterar han, är tidsstämplarna inte lika exakta som vid en manuell
transkription. I hans studie mäts artikulationshastighet i den manuella jämförelsen i σ/sek, och
resultatet är en hastighet på 4,66 σ/sek, när motsvarande siffra för den manuella metoden är 5,14
σ/sek. Han förklarar skillnaden dels med att yttrandeinitiala och yttrandefinala ord exkluderats
och dels med att metoden räknar ut antal stavelser felaktigt i vissa fall. Detta blir inte ett problem
i en större jämförelse över korpusen, menar han, då sådana variationer tar ut varandra, men det
leder till svårigheter i att undersöka artikulationshastigheten för enskilda ord.

2.4.3 Wav2Vec 2.0

Wav2Vec 2.0 utvecklades av FacebooksAI-team och släpptes 2020 (Baevskim. fl. 2020).Wav2Vec
2.0 är ett ramverk för self supervised maskininlärning 1 (LeCun och Misra 2022) genom ett falt-
ningsnätverk, eller convolutional neural network på engelska (CNN). CNN består av flera lager
av filter som hämtar informationen ur inputdatat och sedan utkristalliseras informationen mer
och mer för varje iteration. En fördel med denna modell är att det går att få goda resultat, utan
att behöva tillföra någon större mängd annoterad data. Träningen sker i två faser, där den första
(och största) består av self supervised inlärning med icke-annoterad data, och där den andra fa-
sen består av finjustering med hjälp av annoterad data. Finjusteringen görs med Connectionist

1Self supervision är en teknik där maskerade eller icke observerade delar av inputdatat, till exempel ord, förutses
av maskinen under inlärningsprocessen.
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Temporal Classification (CTC), vilket är en funktion som probabilistiskt klassificerar varje tids-
steg med rätt annotering (Graves m. fl. 2006). Det är från CTC som metoden som används i den
här studien kommer hämta sina tidsstämplar. CTC skapar först en sekvens av tecken mappat till
varje tidssteg baserat på sannolikhet och använder sig även av en tom annotation för att skilja
på varje enskilt tecken. Sedan läggs dubbla tecken eller tomma tecken samman för att ge en hel
annoterad sekvens. Om input till exempel består av “ccaat”, gör detta att transkriptionen istället
blir “cat” (Zeyer m. fl. 2021). Den färdigtränade ASR-modellen som ska genomföra transkrip-
tionen kan sedan omvandla input i form av ljudsignaler direkt till ortografiska representationer.
En orsak till att modellen klarar sig så bra även med minimalt med annoterad data är att den
använder sig av kontrastiv inlärning. Kontrastiv inlärning innebär att modellen lär sig att känna
igen ifall två transformerade representationer är samma objekt eller inte (Baevski m. fl. 2020).
Det har visats att Wav2Vec 2.0 med bara 1 timme annoterad data fick överlägset bättre resultat
än en av de modeller som tidigare gett bäst resultat, även då man tränat tidigare modeller med
hundra gånger så mycket annoterad data. Även med extremt lite annoterad data, så lite som tio
minuter, har Wav2Vec 2.0 uppnått en Word Error Rate, (WER) på 4,8%(clean)/8,2%(other) för
en delmängd av Librispeechs korpus (Baevski m. fl. 2020). Librispeechs korpus är uppdelad i
clean och other, där other innebär input som tenderar att vara mer utmanande för ASR-modeller
(Panayotov m. fl. 2015).

Den version av Wav2Vec som används i den här studien är Kungliga Biblioteket (KB):s
modell, wav2vec 2.0 large VoxRex Swedish (C) (KBLab/wav2vec2-large-voxrex-swedish, Hug-
ging Face 2022). Den är tränad på KB:s resurser, som dels består av 1500 timmar material från
ljudböcker och annat inspelat tal, samt 10000 timmar material från Sveriges Radio - korpusen
P4-10k, och material från Nordisk Språkteknologi (NST) (NST Swedish ASR Database 2022)
och Common Voice (Ardila m. fl. 2020). KB:s modell förbättras kontinuerligt och detta är den
tredje uppdateringen.

En jämförelse som Lagerlöf (2022) gjorde mellan Googles taligenkänningsmodell applice-
rad på svensk data (ljudfiler från Sveriges Radio) och KB:sWav2Vec 2.0 visade attWav2Vec 2.0
presterade bättre överlag. Wav2Vec 2.0 hade en genomsnittlig WER på 29,4% medan Googles
taligenkänningsmodell låg på 38,7%. Detta är inte så överraskande eftersom KB:s Wav2Vec är
2.0 tränad på data från samma källa som undersökningsdatat kom ifrån, medan Googles taligen-
känningsmodell är tränad på material inhämtat från dess användare.

2.5 Syntaktisk komplexitet och kognitiv belastning
2.5.1 Automatisk beräkning av dependenslängd i talat språk

Även dependenslängd är något som man börjat kunna undersöka mer storskaligt i talat språk de
senaste åren. Kramer (2021) använder sig också av Googles taligenkänningsmodell för att un-
dersöka tvärspråkligt hur dependenslängd i spontant tal i Youtube-videor skiljer sig från depen-
denslängd i korpusar med skrivet språk. I undersökningen finns data från sju språk; japanska,
koreanska, ryska, turkiska, engelska, franska, och italienska. Resultatet visade att dependens-
längder i talat språk var väldigt lika de i skrivet språk, och det var olika för olika språk vilket
som genererade något längre dependenslängder. Den här variationen tycktes vara relaterad till
om språket var huvudinitialt eller huvudfinalt. De huvudfinala språken, framförallt koreanska
och turkiska, minimerade dependenslängd mer i talat språk än vad de huvudinitiala språken
gjorde. Även om författaren konstaterar att det finns vissa källor till fel i metoden, så tyder re-
sultaten på att den fungerar bra för att undersöka spontant talat språk på ett mer kvantitativt sätt
än tidigare (Kramer 2021).
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2.5.2 Dependenslängd och surprisal

Temperley och Gildea (2018) undersökte om dependenslängd är korrelerat till lexikal förutsäg-
barhet och surprisal-effekter. I sin artikel skriver de om ett arbete där Gildea och Jaeger (2015)
undersökte relationen mellan dependenslängd och sannolikheten för ett ord givet kontexten i
korpusar på engelska, tyska, tjeckiska, kinesiska och arabiska. Sannolikheten för ett ord givet
kontexten räknades utifrån Kneser Ney-metoden för n-gram (Kneser och Ney 1995). Genom
att skapa slumpmässigt genererade grammatikor med bestämd ordföljd utifrån korpusarna och
sedan beräkna genomsnittlig dependenslängd per mening och genomsnittlig logaritmisk san-
nolikhet för ord givet viss kontext kunde man finna bara en mycket liten korrelation. Detta
indikerar att både dependenslängd och sannolikhet för ett ord, är fristående mått. Det finns inte
nödvändigtvis en optimering av bägge i språk, utan istället tycks det vara en avvägning av det
ena gentemot det andra. Båda har som mått på svårighetsgraden i informationsprocessning haft
påverkan på språk.

2.5.3 DLM och kognitiva processer

Även om dependenslängd och surprisal inte har någon stark korrelation, är bägge alltså rela-
terade till svårighet i processning. DLM tycks också, utifrån ett antal olika indikationer, vara
relaterat till kognitiva processer. Exakt på vilket sätt diskuteras fortfarande. I sin artikel tar Tem-
perley och Gildea upp EIC-teorin, eller Early Immediate Constituent theory, som fomulerades
av Hawkins (1994). En teori som liknar DLM men som utgår från perspektivet att det är för-
ståelsen och processerna som sker i samband med den som styr så att kortare dependenslängder
föredras. Och att talare anpassar sina yttranden så att de ska bli så lätta sommöjligt för lyssnaren
att processa. Men det kan också vara en effekt av kognitiva processer i själva formulerandet av
yttranden. Till exempel kan det handla om att hjärnan försöker minimera minnes-kostnaden. Ett
ord med en lång dependensrelation framåt, innebär en syntaktisk förutsägelse, som sedan måste
finnas kvar i arbetsminnet tills dess dependent/huvud anländer. Detta menar Gibson (2000) i
fomuleringen av teorin Dependence Locality Theory (DLT). DLT har mycket gemensamt med
både DLM och EIC. Den behandlar språkanvändares tendens att placera dependenter närmre
varandra men definierar också vilka olika typer av kostnad som en illa uppbyggd syntax leder
till.

Oavsett vad som orsakar tendensen som alla tre teorier beskriver, så är det tydligt att kor-
tare dependenslängder föredras, vilket tyder på att de är mindre kognitivt krävande än längre
dependenslängder. De flesta studier kring syntaktiskt komplexitet och kognitiv belastning har
genomförst med att experimentdeltagare får läsa meningar eller stycken. Antingen högläsning
eller tyst läsning. Några exempel på sådana studier ges i nästa stycke.

2.5.4 Artikulationshastighet och syntaktisk komplexitet

Det finns många tidigare studier av talhastighet (SR) och syntaktisk komplexitet. Det har ob-
serverats att mer syntaktiskt komplexa meningar blev upplästa med en längre paus innan ini-
tiering än mindre syntaktiskt komplexa meningar (Ferreira 1991). Det har gjorts färre studier
på artikulationshastighet och syntaktisk komplexitet, men ett exempel är studier med ambiguö-
sa meningar. I meningen “My Uncle Abraham presented his talk naturally.”, hämtad ur Syntax
and speech av Cooper och Paccia-Cooper (2013, sidan 29), kan naturally tolkas som adverb
som är modifierare till antingen enbart verbfrasen eller till hela resten av meningen. Cooper och
Paccia-Cooper (2013) genomförde ett experiment med meningar i stil med den ovannämnda
som visade att ordet strax före adverbet hade längre duration när det lästes som att adverbet
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var modifierare för hela meningen. Att det är modifierare för hela meningen innebär också en
längre dependensrelation i den läsningen. I studien anges att det är den syntaktiska komplexite-
ten i form av ambiguiteten som är orsaken till den lägre artikulationshastigheten av ordet, men
det undersöks inte om det också kan vara relaterat till avståndet mellan huvud och dependent.
Studien undersökte inte heller spontant tal, utan enbart upplästa meningar.

2.6 Syfte och forskningsfrågor
Tidigare studier (Lagerlöf 2022) har visat att Wav2Vec 2.0 kan producera trankskriptioner av
talat språk med en relativt låg WER. Den här studien ska undersöka samma taligenkännings-
modell, men på annan data från Sveriges radio (Sveriges Radio 2022). Wav2Vec kommer även
användas för att ta fram tidsstämplar för ord och med hjälp av dessa beräkna artikulationshas-
tighet.

Huvudsyftet med den här studien är att använda Wav2Vec 2.0 för att undersöka om en så-
dan metod, i likhet med tidigare användning av taligenkänning för engelska korpusstudier, kan
fungera för att undersöka artikulationshastighet i svenska.

Eftersom det tycks finnas ett samband mellan artikulationshastighet och utjämningen av in-
formation, och studier har visat att längre dependenslängd innebär ett behov av mer kognitiv
processning, borde detta kunna leda till att ord i en relation med lång dependenslängd uttalas
långsammare än samma ord i en relation med kortare dependenslängd. Detta för att balansera
ut den ökade informationsdensiteten och kognitiva processen som dependenslängden innebär.
Förutsatt att metoden för studien fungerar tillfredsställande kommer här undersökas om hypo-
tesen att meningar med lång dependenslängd har en lägre genomsnittlig artikulationshastighet
stämmer. Studiens tre forskningsfrågor formuleras därför följande:

1. Vilken WER får transkriptioner som genereras med den automatiska taligenkänningsmo-
dellen Wav2Vec 2.0?

2. Hur väl fungerar det att studera artikulationshastighet i svenskt tal genom enmetod där den
automatiska taligenkänningsmodellen Wav2Vec 2.0 används för att skapa en talkorpus
med transkriptioner och tidsstämplar för ord?

3. Finns det ett samband mellan dependenslängd och artikulationshastigheten för meningar
i svenskt tal?
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3 Metod

3.1 Ljudklipp från Sveriges Radio
Datat som använts i den här studien kommer från ljudfiler som laddats ner från Sveriges Radio
(Sveriges Radio 2022). I urvalet av ljudfiler har fokus legat på att få med spontant tal samt
ljudfiler av så god kvalitet som möjligt. Datat består därför av sammanlagt 225 ljudfiler från
sex olika samtalspodcasts (tillsammans ca. 91,5 h), från intervjuprogram (tillsammans ca. 36 h),
och från övriga radioprogram – även dessa med fokus på spontant tal (tillsammans ca 23,5 h).
Trots viss genomlyssning och rensande av ljudfiler, har det inte gått att helt undvika störningar
av talsignalen i ljudfilerna. Det förekommer en mindre del brus, simultant prat, musik, och icke-
svenskt tal. Det bedömdes vara en så pass liten del av datat att det inte skulle ha en negativ effekt
på resultaten

3.2 Taligenkänning
För att dela upp transkriptionerna i tillräckligt små delar för att Wav2Vec 2.0 skulle kunna bear-
beta dem effektivt har verktyget pyannote använts (Bredin m. fl. 2020). Pyannote är uppbyggt
av många olika neurala byggstenar. Dels för röstdetektering, talardetektering och detektering av
simultant prat. För den här studien gjordes ingen uppdelning mellan individuella talare, istället
har en uppdelning gjorts där varje transkription fått ett ID för vilket radioavsnitt den kom ifrån.
En pipeline för Pyannote användes av Murathan Kurfali för att dela upp input i 60 sekunder
långa fönster som Wav2Vec 2.0 sedan transkriberat. För att inte talet skulle klippas av abrupt
efter varje 60 sekundsfönster så har en del kontext från föregående fönster lagts till nästa (2
sekunder). Kontexten säkerställer att ord inte klipps av på mitten om de råkar vara vid gränsen
för ett 60 sekundsfönster. I den slutliga transkriptionsdatan som genererats finns överlappen inte
kvar, utan endast varje transkriberat ord.

3.3 Enheter för artikulationshastighet
Antal stavelser räknades för varje transkriberat ord. I svenska är antal vokaler för ett ord en bra
uppskattning av hur många stavelser ordet innehåller. Sjons (2022, sidan 48) visade att bara 1,7
procent av orden i Nordisk Språkteknologis lexikon (NST) (Andersen 2005) hade ett annat antal
stavelser än vokaler i sin ortografiska representation. Därför användes vokaler för att uppskatta
antal stavelser per ord i den här studien. Information om durationen av ord togs fram genom
Robert Östling och Murathan Kurfalis kod i Python genomWav2VecCtcTokenizer. Jag använde
mig av durationen enligt Wav2Vec 2.0, mätt från början av tidsfönstret för den första symbolen i
varje ord, till slutet av tidsfönstret för sista symbolen i varje ord. Antalet ms duration delades på
antal vokaler för varje ord i transkriptionen, vilket ledde till ett mått på artikulationshastighet i
ms/σ för varje enskilt transkriberat ord. Detta var det mått som användes i utvärderingen av me-
toden. För att undersöka artikulationshastighet på meningsnivå användes istället måttet σ/sek, så
att alla stavelser i meningen räknades samman och delades på durationen omvandlat i sekunder.
För att sedan lättare kunna jämföra resultaten på meningsnivå med resultaten på ordnivå togs
beslutet att dessutom ta fram artikulationshastigheten i bägge enheter för bägge datamängder.

3.4 Dependenslängd
Transkriptionerna delades upp i meningar genom nnsplit (Minixhofer 2021). Ett verktyg för
att dela upp text som saknar punkter eller stor bokstav. Nnsplit använder ett long short-term
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memory neuralt nätverk (LSTM) och har modeller för ett antal språk inklusive svenska. Varje
uppdeladmenings dependensstruktur annoterades sedanmed den flerspråkiga dependensparsern
Stanza (Qi m. fl. 2020) och därefter räknades dependenslängden för varje ord ut genom att ta
skillnaden mellan ordet och dess huvud. För att besvara den andra forskningsfrågan i studien
räknades dependenslängden för varje mening genom att addera dependenslängderna för alla ord
i meningen.

3.5 Förprocessning av datat
I en kontroll av den transkriberade datan på ordnivå observerades en relativt hög andel extrem-
värden. Ca 1500 värden låg på över 1000 ms, och maximum var på över 15 000 ms. Orsaken
till dessa oförväntat låga artikulationshastigheter undersöktes. De låga artikulationshastigheter-
na var ett resultat av att Wav2Vec 2.0 fått input som den inte klarat av att transkribera. T.ex
kunde det bero på att inputen var på ett annat språk än svenska eller att det förekom musik i
bakgrunden.

För att minska andelen extremvärden och feltranskriptioner genomfördes en rensning av
datat. En ordlista skapades utifrån Swedish Blog Sentences (Östling, Robert and Wirén, Mats
2013). Ordlistan av unika tokens i korpusen blev 565 793 ord lång. Sedan jämfördes de tran-
skriberade orden i datat med ordlistan, och om de inte fanns med där togs de bort ur materialet.
Innan rensningen fanns 1 458 443 ord i datat, efter rensningen fanns 1 423 187 ord kvar. Även
efter detta var gjort fanns ett fåtal ord kvar som hade extremt låg artikulationshastighet, dessa
rensades också bort ur den slutgiltiga datamängden med en tröskel på max 2000 ms/σ. Detta
motiveras med att värdena var så pass extrema att de förmodligen beror på brister i metoden,
och inte speglar faktisk artikulationshastighet i input-datat. För utvärderingen av metoden tas de
i beaktande. Kvar blev 1 422 978 ord.

Antalet meningar som genererats med ovan beskrivna metod var 81 948. För undersökning-
en av artikulationshastighet på meningsnivå rensades de meningar bort ur datat som innehöll
ord som inte fanns med i ordlistan. Detta var lite drygt hälften av alla meningar, och stod för
den största reduktionen av datat. Även efter detta blev en del ord kvar med extremt låg artiku-
lationshastighet, meningar som innehöll sådana ord rensades också bort med en tröskel på max
2000 ms/σ. Meningarnas längd hade stor variation. Från 1 till 115 ord. De meningar som var
längre än två standardavvikelser över medellängden 13,18 ord, togs bort ur det slutgiltiga datat.
Detta motiveras med att tidigare studier indikerat att en del av meningarna som genereras med
ASR blir längre på grund av metoden (Kramer 2021). Det nya medelvärdet för meningslängd
var därefter 11,67 ord.

3.6 Surprisal
För att räkna ut surprisal för varje ord i transkriptionen användes en 5-gram modell tränad på en
delmängd (en miljard ord) av Swedish Blog Sentences (Östling, Robert and Wirén, Mats 2013).
5-gram modellen togs fram och applicerades på datat av Murathan Kurfali. Några av orden i
transkriptionen kändes inte igen av modellen, eftersom modellen var tränad på en så stor data-
mängd beror detta troligen på fel i transkriptionen. De meningar som innehöll ord sommodellen
inte känt igen sorterades bort ur datamängden. Den slutgiltiga datmängden som blev kvar efter
denna rensning inklusive de som beskrevs i tidigare stycken bestod av 34 881 meningar. För
surprisal per mening räknades de sammanlagda surprisalvärdena för alla ord per mening.
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3.7 Manuell transkription
De första minuterna av ett stickprov med tre ljudfiler transkriberades manuellt med ortografis-
ka representationer och duration för ordet i talanalysprogrammet Praat (Boersma och Weenink
2001). Därefter räknades artikulationshastighet ut på samma sätt som för den automatiska me-
toden med ms/σ. Sammanlagt transkribererades 1022 ord från följande ljudfiler: 319 ord från
avsnittet Äta med P3 med Ina Lundström 1 från radioprogrammet Äta med P3, 299 ord från
avsnittet Om slumpen som skapare ur podcasten Snedtänkt, och 404 ord från avsnittet Så stark
är Kinas militär ur podcasten Kinapodden. Dessa ord i den automatiska transkriptionen jämför-
des kvalitativt i en matris med de manuellt transkriberade orden. Det visade sig att orden inte
matchade varandra av olika anledningar. I vissa fall hade den automatiska metoden genererat
fler ord. För att kunna jämföra orden i transkriptionerna mot varandra sorterades de ord som var
uppdelade på olika sätt i transkriptionerna bort. Detta resulterade i sammanlagt 912 ord, med
299 ord från radioprogrammet Äta med p3, 261 ord från podcasten Snedtänkt och 352 ord från
podcasten Kinapodden. Därefter räknades skillnaden ut mellan de manuella transkriptionerna
och de automatiska transkriptionerna.

WER räknades ut för de tre ljudfilerna med hjälp av Pythonpaketet jiwer (Vaessen, Nik
2021). Både detta resultat och skillnaderna mellan transkriptionerna beskrivs i avsnitt 4.1.1.

3.8 Statistiska modeller
För att jämföra studiens automatiska metod med den manuellt transkriberade guldstandarden
gjordes en enkel linjär regression i programspråket R (R Core Team 2020) med den inbyggda
funktionen lm(). För en del av uträkningarna användes miljön Rstudio (RStudio Team 2020).
För mixed effekt modellerna användes R-paketen lme4 (Bates m. fl. 2015) och lmerTest (Kuz-
netsova m. fl. 2017). För att beräkna för individuell variation användes ID för vilken ljudfil
transkriptionen kom ifrån som en förenklad uppskattning av person. Variabeln i i formulan för
modellerna står för ord eller mening.

De första tre mixed effekt modellerna gjordes för att kunna jämföra resultaten med tidigare
studier och utvärdera metoden. En modell gjordes över relationen mellan artikulationshastighet
och antal stavelser enligt formeln i 3 med vilken ljudfil transkriptionen kom ifrån som random
intercept. Denna modell applicerades både på ordnivå och meningsnivå. Därefter gjordes en
modell på ordnivå över relationen mellan artikulationshastighet och surprisal. Denna modell
hade också ID för vilken ljudfil ordet kom ifrån som random intercept och antal stavelser i ordet
var random slope betingat på ljudfilen (4).

Den sista modellen gjordes för att undersöka sambandet mellan artikulationshastighet och
dependenslängd och försöka besvara den andra forskningsfrågan. Detta var en mixed effekt
modell med linjär regression av relationenmellan artikulationshastighet och dependendenslängd
med antal stavelser och surprisal som fasta effekter. Random intercept var återigen vilken ljudfil
meningen kom ifrån (5).

Resultaten från de statistiska modellerna beskrivs i avsnitt 4.3.

ARi ∼ α + σi + (1|FILEIDi) (3)

ARi ∼ α + SURPRISALi + (1 + σi|FILEIDi) (4)

ARi ∼ α + DEPENDENSLÄNGDi + SURPRISALi + σi + (1|FILEIDi) (5)
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4 Resultat

4.1 Utvärdering av metod för att undersöka artikulationshastighet
4.1.1 Jämförelse av automatisk metod och manuell guldstandard

Medelvärdet för artikulationshastigheten i den automatiska transkriptionen i samtliga ljudfiler
var 122,8 ms/σ. Uppdelat mellan de tre ljudfilerna; Kinapodden, Äta med P3, och Snedtänkt var
medelvärdet motsvarande 108,8 ms, 132,6 ms, och 130,5 ms, med standardavvikelser på 68,7
ms, 106,6 ms, och 72,4 ms. För den manuella guldstandarden var artikulationshastigheterna för
alla ljudfiler 179,5 ms/σ, och för vart och ett av de tre ljudfilerna i samma ordning: 157,2 ms,
184,5 ms, och 203,8 ms, med standardavvikelser på 84,4 ms, 125,4 ms, och 100,2 ms. Som
synes var det relativt stora skillnader mellan de transkriptioner som genererats med hjälp av den
automatiska metoden och den manuella guldstandarden. Medelvärdet för skillnaderna mellan
metoderna var 56,7 ms högre automatiskt genererad artikulationshastighet, uppdelat för vardera
fil som: 48,4 ms, 51,9 ms, och 73,2 ms.

De linjära regressionsmodellerna som gjordes mellan de manuella transkriptionernas arti-
kulationshastighet och de automatiskt uppskattade artikulationshastigheterna visade på ett sam-
band där de senare ökade mer för varje ökning av 1 ms/σ i de manuella artikulationshastig-
heterna. Lutningen hos regressionslinjerna för var och en av de tre ljudfilerna var 1,03, 1,04
och 1,06 (se figurerna 3). I figur 4 kan de systematiskt högre artikulationshastigheterna för den
automatiska transkriptionen också ses.

WER undersöktes också för de tre transkriberade ljudfilerna. För transkriptionen av Kina-
podden låg WER på 35,2%, för Snedtänkt 22,8% och för Äta med P3 på 15%.

4.1.2 Undersökning av orsaker till skillnader i uppskattad artikulationshastighet

För att kvalitativt undersöka orsaker till skillnaderna gjordes en uppställning av de tio ord som
hade störst skillnader mellan de olika transkriptionsmetoderna för vart och ett av de tre ljudfi-
lerna (se: bilaga B).

I 9 av 30 ord var det en vokal som räknats som kortare, i 8 av 30 ord var det en tonlös frika-
tiva och i 9 av 30 var det en nasal. I vissa fall var nästan hela ordet borträknat i den automatiska
transkriptionen, vilket ledde till enstaviga ord med artikulationshastighet på runt 20 ms. Det-
ta skedde framförallt i transkriptionerna av avsnittet från podcasten Snedtänkt, och kan delvis
förklara den större skillnaden för de transkriptionerna. I 6 av 30 ord var de bortklippta konso-
nanterna emfatiskt betonade och därför mer artikulerade än i vanligt tal. I 5 av 30 ord var nasaler
eller vokaler förlängda på ett sätt som skulle kunna tolkas som utfyllnadsljud. I andra fall hade
den automatiska transkriptionen genererat ordets fulla ortografiska form, även när inte ljudet
fanns i signalen. Exempelvis flera fall av “vara” mot “va”, “sådan” mot “sån”, eller “någonting”
mot “nånting”.

Eftersom det inte är säkert att extremfallen är representativa för alla skillnader i uppskatt-
ningarna av artikulationshastighet undersöktes också hur distributionen av skillnader såg ut mel-
lan korrekt transkriberade ord och feltranskriberade ord. Av de feltranskriberade orden hade 42%
en skillnad på 50 ms eller mer mellan den manuella och den automatiska transkriptionen. Av de
rättranskriberade orden hade 45% en skillnad på 50 ms eller mer. Det undersöktes också för
hur stor andel av orden i jämförelsen som den automatiska metoden hade genererat ordets fulla
ortografiska form trots fonologisk reduktion i inputljudet. Detta hade hänt i 3% av alla ord. När
alla ord i transkriptionerna jämfördes var det tydligt att majoriteten av de ord som hade stora
skillnader var enstaviga ord, se figur 5.
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Figur 3: Regressionslinje över artikulationshastigheter uppskattade med studiens automatiska
metod och manuellt transkriberad guldstandard för podcasten Kinapodden (lutning: 1,03, CI:
[0,96, 1,1]), radioprogrammet Äta med P3 (lutning: 1,04, CI: [0,97, 1,1]) och podcasten Sned-
tänkt (lutning: 1,06, CI: [0,95, 1,17]).
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Figur 4: Distribution av skillnader mellan automatiskt uppskattad artikulationshastighet och ma-
nuell guldstandard för 912 ord från tre radioprogram.

Figur 5: Distribution av skillnader mellan automatiskt uppskattad artikulationshastighet och ma-
nuell guldstandard för 912 ord från tre radioprogram, fördelat på antal stavelser.
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Figur 6: Distribution av artikulationshastighet och surprisal för ord i 13 automatiskt transkribe-
rade radioprogram (artikulationshastighet visas upp till 1000 ms/σ för bättre läsbarhet).

4.2 Mätningar i två enheter
För att lättare kunna jämföra resultaten på ordnivå med resultaten på meningsnivå togs artiku-
lationshastigheten fram i σ/sek och ms/σ för båda nivåerna. Resultaten kan ses i tabell 1 samt i
bilaga A. Som kan ses i tabell 1 innebär medelvärdet på ordnivå en högre artikulationshastighet
än medelvärdet på meningsnivå. Standardavvikelsen var också betydligt större. I en undersök-
ning av distributionen av artikulationshastighet mätt i σ/sek syntes några peakar med många
värden runt 13, 17, 25 och 50 σ/sek i ord-datat, se figur 7. Ord med värden mellan 12,5 och 13,5
σ/sek undersöktes närmre. Detsamma med värden kring de andra peakarna. Nästan 100% ( 98%
eller mer) av orden i var och en av grupperna var mellan 1 - 2 stavelser långa (7).

4.3 Resultat av statistiska modeller
4.3.1 Artikulationshastighet på ordnivå, för utvärdering av metod

För hela datat på ordnivå, utan någon uppdelning utifrån ordlängd eller ljudfil, var medel-
värdet för den automatiskt transkriberade artikulationshastiheten 111,65 ms/σ (med intervallet
[20, 1980]) och standardavvikelsen: 71,34. Medelvärdet av surprisal var 8,38 (med intervallet
[0,00002, 41,15]) och standardavvikelsen: 5,28. En linjär regressionsmodell (3) gjordes för sam-
bandet mellan artikulationshastighet och antal stavelser i ett ord, modellen visade en signifikant
effekt (p < 0,001). För varje ökning av 1 stavelse i ett ord förväntades artikulationshastigheten
minska så att medeldurationen ökar med 16 ms/σ. En linjär regressionsmodell gjordes över sam-
bandet mellan artikulationshastighet och surprisal i datat, utan att ta hänsyn till ordlängd. Den
linjära regressionen av artikulationshastighet och surprisal visade att surprisal kunde förklara ca.
9.6 % av variationen i artikulationshastighet. R2 = 0,096, med ett p-värde på < 0,001. Modellen
visar att för varje ökning av 1 bit surprisal, minskar artikulationshastigheten så att medeldura-
tionen ökar med 4,19 ms/σ (konfidensintervall: [4,18, 4,21]). En mixed effects modell gjordes
också över datat. Först en intercept-only modell för att fastställa att antal stavelser var signifikant
som random slope. Och slutligen en modell för artikulationshastighet∼ surprisal, med antal sta-
velser som random slope och vilken ljudfil datat kom ifrån som random intercept enligt formeln
i 4. Resultatet visade att för varje ökning av 1 bit surprisal, minskar artikulationshastigheten så
att medeldurationen ökar med 3,86 ms/σ (konfidensintervall: [3,84, 3,89]).
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Figur 7: Distribution av artikulationshastighet för ord i 13 automatiskt transkriberade radiopro-
gram, mätt i σ/sek.

4.3.2 Artikulationshastighet på meningsnivå och samband med dependenslängd

Påmeningsnivå varmedelvärdet för artikulationshastigheten 9,11σ/sek permeningmed en stan-
dardavvikelse på 2,67. Medelvärdet för surprisal var 96,2, standardavvikelse: 61,77. Medelvär-
det för dependenslängd var 30,05, standardavvikelse: 23,33. Eftersom dependenslängd var starkt
korrelerat till en menings längd, togs ett normaliserat mått på dependenslängden fram. Varje de-
pendenslängd med samma meningslängd delades med den genomsnittliga dependenslängden
för meningar av den meningslängden. En intercept-only modell gjordes för artikulationshastig-
het med vilken ljudfil meningen kom ifrån som random intercept. Därefter gjordes mixed effekt
modeller över datat.

En modell gjordes över artikulationshastighet och antal stavelser enligt formeln i 3. Resul-
tatet visade att för varje ökning med 1 stavelse väntade modellen sig en minskning av artikula-
tionshastigheten med -0,05 σ/sek (konfidensintervall: [-0,052, -0,047]).

En mixed effekt modell gjordes över sambandet mellan artikulationshastighet och normali-
serad dependenslängd på meningsnivå, enligt formeln i 5. Modellen visade att alla prediktorva-
riabler utom en hade en signifikant effekt, (värden av p < 0,001). Den variabel som inte hade en
signifikant effekt enligt modellen var antal stavelser som visade en förväntad ökning av artiku-
lationshastigheten med 0,007 σ/sek för varje ökning av 1 stavelse, modellen gav där ett p-värde
på 0,06. För varje ökning av 1 bit surprisal förväntades en minskning av artikulationshastigheten
med -0,01 σ/sek (konfidensintervall: [-0,013, -0,010]). För varje ökning med ett steg i depen-
denslängden för meningen förväntade modellen en ökning av artikulationshastigheten med 0,29
σ/sek. Konfidensintervallet var relativt stort [0,16, 0,42].

Tabell 1: Medelvärden och standardavvikelser för AR på ordnivå och meningsnivå.

ms/σ σ/sek
medelvärde standardavvikelse medelvärde standardavvikelse

ordnivå 111, 65 71, 34 12, 45 8, 2
meningsnivå 118, 06 38, 95 9, 11 2, 67
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5 Diskussion

5.1 Diskussion av metod
5.1.1 WER

WER för de tre ljudfilerna (35,2%, 22,8%, 15%) tyder på att Wav2Vec 2.0 kan producera tran-
skriptioner med förhållandevis låg WER utifrån data från Sveriges Radio. Resultaten liknar det
som redan visats i en studie av Lagerlöf (2022) därWER låg på i genomsnitt 29,4% förWav2Vec
2.0. Det manuellt transkriberade materialet i den här studien var en begränsad mängd, detta tros
vara orsak till den stora variationen mellan de tre WER-värden som uppmättes. I Lagerlöfs stu-
die visades att det var stor skillnad i Wav2Vec 2.0:s prestation beroende på inputljudets kvalitet,
och för att få ett värde som är representativt för Wav2Vec 2.0:s transkription av allt data i den här
studien skulle det krävas fler stickprover med manuellt transkriberad data att jämföra med. I La-
gerlöfs tidigare studie av KB:s Wav2Vec 2.0:s felfrekvens för individuella ord sågs att ord som
förkortningar och egennamn hade hög felfrekvens. Detta syntes i jämförelsen mellan transkrip-
tionerna även i den här studien. Namnet “Bennö” transkriberades “Bennu” exempelvis. Den här
felkällan borde dock inte ha någon större effekt på mätningarna av artikulationshastigheterna,
eftersom Wav2Vec 2.0 hanterade de flesta förkortningar genom att skriva ut dem mer fonetiskt,
som “petre” istället för “P3”, vilket ger en mer korrekt uträkning av artikulationshastigheten.
Baserat på Lagerlöfs resultat med liknande data, och att WER för de tre ljudfiler som testats i
den här studien låg förhållandevis nära de resultaten, så bedöms Wav2Vec 2.0 kunna producera
transkriptioner som återger de ortografiska representationerna av orden baserat på ljuddata från
Sveriges Radio.

5.1.2 Hög artikulationshastighet för kortare ord

Resultatet visade en högre artikulationshastighet för transkriptionerna som genererats med den
här studiens automatiska metod jämfört med den manuella. Det var en genomsnittlig skillnad på
över 56 ms/σ. Standardavvikelsen för skillnaden var ungefär lika stor, 57 ms/σ. Detta indikerar
att det var stor variation i hur mycket fel metoden gjorde. I jämförelsen mellan den automatis-
ka metodens artikulationshastighetsvärden för ordnivå och för meningsnivå var de uppskattade
värdena på ordnivå i genomsnitt högre. Vad detta beror på är svårt att säga säkert. Men det är
troligt att förprocessningen av meningsdatat ledde till att fler feltranskriberade ord försvann ef-
tersom det var en mer brett tilltagen rensning. Det skulle också kunna bero på att de korta och
långa durationerna i meningarna balanserade varandra, så att extremvärdena jämnades ut.

De linjära regressionsmodeller som gjordes över relationen mellan artikulationshastighet
och antal stavelser för både ordnivå och meningsnivå tydde på en statistiskt signifikant effekt
där artikulationshastigheten förväntades minska när antalet stavelser ökade. Detta är en motsatt
effekt till vad som har observerats tidigare, där artikulationshastigheten setts öka i samband
med ökande antal stavelser i ett ord (Sjons 2022). Effekten var mindre på meningsnivå än på
ordnivå, men var fortfarande negativ. I den mixed effekt modell för artikulationshastighet på
meningsnivå som inkluderade flest variabler (5) sågs en svag effekt där artikulationshastigheten
ökade i relation till att antal stavelser ökade, men denna var inte statistiskt signifikant.

I sin studie av artikulationshastighet i amerikansk engelska med hjälp av automatiska tran-
skriptioner genererade för Youtubevideor, har Coats (2019) ett liknande mönster av högre arti-
kulationshastighet för den automatiska transkriptionen än för en manuell transkription. Enligt
Coats (2019) beror dessa skillnader på två saker i hans studie, dels att den automatiska metoden
tenderar att klippa bort yttrande-initiala och yttrande-finala ord, vilka ofta har lägre artikula-
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tionshastighet, och dels att den automatiska transkriptionen genererar hela ortografiska former
av ord. Även när dessa var fonologiskt reducerade i inpudatat.

Denna andra orsak tycktes vara bidragande även för den här studien, men i begränsad skala.
I en jämförelse mellan den automatiska metoden och manuell guldstandard var det bara 3% av
tokens som drabbats av denna typ av fel. Det är därför troligen främst andra orsaker som bidragit
till de överskattade artikulationshastigheterna. Den kvalitativa undersökningen av de ord där
den manuella och den automatiska transkriptionen skiljde sig som mest indikerade att en del av
skillnaderna berodde på att den automatiska transkriptionen tenderade att kraftigt förkorta ord
som uttalades med emfas, samt ord som uttalades på dialekt. Både den kvalitativa analysen och
en visualisering av skillnaderna uppdelat efter antal stavelser i ordet visade att det framförallt
var en- och tvåstaviga ord som hade stora skillnader i artikulationshastighet för de manuella och
automatiska transkriptionerna. Vid en kvantitativ undersökning av avvikande grupperingar med
höga uppskattade artikulationshastigheter i hela datat på ordnivå (peakar runt 13, 17, 25 och 50
σ/sek) sågs att dessa främst bestod av en- och tvåstaviga ord. Med detta sammantaget till grund
dras slutsatsen att felen i högre grad drabbar kortare ord som uttalas med förlängda inledande
och avslutande fonem. Detta kan i sin tur vara relaterat till det observerade sambandet mellan
artikulationshastighet och antal stavelser som det omvända mot vad tidigare studier visat.

5.1.3 Orsaker till brister i mätningen av artikulationshastighet

Även om metoden producerar transkriptioner som korrekt återger det semantiska innehållet och
har förhållandevis låg WER, klarar den sig som konstaterat inte lika bra när det kommer till
annan typ av information, som artikulationshastighet eller antal stavelser. Transkribering av ny-
anser i spontant tal, så som talspråkliga förkortningar eller vokaler som förlängs för att ge emfas,
tycks inte representeras väl i transkriptionerna. Durationerna som uppmäts av metoden är sys-
tematiskt kortare än vad som annoterats manuellt. Wav2Vec 2.0 har inte skapats i syfte att mäta
durationer för ord. Startpunkten och slutpunkten som registreras befinner sig inte alltid vid in-
ledningen av första fonemet i ordet och slutet av det sista fonemet. Det kan vara så att punkterna
istället representerar var Wav2Vec 2.0 har tillräcklig input för att kunna klassificera det, utan
någon närmare precision i exakt tidpunkt. Detta skulle i sådana fall förklara hur Wav2Vec 2.0
kan transkribera ordet korrekt, men generera en duration av ordet som inte tar med större delen
av exempelvis nasalen eller vokalen i slutet.

Wav2Vec 2.0s användning av CTC loss-funktionen för att avkoda de underliggande repre-
sentationerna till en ytrepresentation i träningsprocessen är förmodligen en stor del av orsaken
till de felaktiga artikulationshastigheterna. Eftersom det är här modellen får sina tidstämplar för
varje tecken i ytrepresentationen. Tidigare studier har visat att CTC kan leda till en “spetsig”
klassificering, då en del likadana annotationer som kommer i följd, går ihop till en. Detta har att
göra med att den tomma annotation som CTC använder för att skilja på varje enskilt tecken, ofta
är väldigt dominerande i datat (Zeyer m. fl. 2021). Detta är inte ett problem utan snarare en fördel
när Wav2Vec 2.0 ska generera rätt transkriberade ord. Som i det tidigare nämnda exemplet där
“ccaat”, istället transkriberas som “cat”. Wav2Vec 2.0 har dessutom en repetitions-annotation
ifall ett tecken ska förekomma två gånger, så att exempelvis gemination av konsonanter blir kor-
rekt transkriberat (Zeyer m. fl. 2021). Men eftersom durationerna som använts i den här studien
kommer från CTCs tidstämplar skulle det kunna vara den här spetsigheten som orsakat att fonem
i början och slutet av ord blivit avkortade när dessa inte beror på grammatisk gemination utan
på exempelvis emfas. Det är också troligt att det är spetsigheten som orsakat de generellt högre
artikulationshastigheterna. För att fastställa om de felaktiga artikulationshastigheterna beror på
detta skulle fler jämförande studier behöva göras, med olika typer av träningsannotationer till
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CTC. Förslagsvis där träningsdatan är mer exakt annoterad med duration för varje fonem. Detta
ligger utanför omfattningen av denna studie. På grund av nämnda svagheter i den här studiens
metod bör resterande resultat behandlas som osäkra.

5.1.4 Artikulationshastighet och surprisal

Enligt den linjära regressionsmodellen som gjordes över artikulationshastighet och surprisal för
alla orden i datat kunde surprisal förklara ca 9,6% av variationen i artikulationshastighet (p <
0,001). För varje ökning i surprisal förväntades artikulationshastigheten vara något lägre, med
ca 4,19 ms mer per stavelse. Detta är jämförbart med Schieche Forbes (2021) tidigare studies
resultat där artikulationshastighet och surprisal beräknats för de upplästa orden i en roman på
engelska. I den studien kunde surprisal förklara ca. 8,2% av variationen i artikulationshastighet
när det beräknades över alla ord, och artikulationshastigheten förväntades minska i samband
med en ökning av surprisal. Det liknande resultatet tyder på en jämförbar relation mellan arti-
kulationshastighet och surprisal efter den här studiens automatiska metod för att få ut ord och
artikulationshastighet som för en manuell metod. Även när variationen från ordlängd (räknat
i antal stavelser) och vilken ljudfil ordet kom ifrån var kontrollerat för visades en signifikant
effekt (p < 0,001) där artikulationshastigheten minskade i samband med en ökning av surprisal.
Även detta är i linje med tidigare studier (Schieche Forbes 2021; Sjons 2022). Detta talar för att
metoden skulle kunna vara tillräcklig för att undersöka artikulationshastighet och surprisal.

På meningsnivå visade mixed effekt modellen att för varje ökning av 1 bit surprisal förvän-
tades artikulationshastigheten minska med 0,01 σ/sek. Det är en liten effekt i jämförelse med
Sjons (2022), där resultatet visade att artikulationshastigheten förväntades minska med 0,054
σ/sek i samband med en ökning av surprisal. Sjons data gällde dock barnriktat tal och är inte
helt jämförbart av den anledningen.

5.2 Artikulationshastighet och dependenslängd
Undersökningen av korrelationen mellan artikulationshastighet och dependenslängd per mening
visade på en förväntad ökning av artikulationshastigheten för varje ökning av dependenslängden
med ett ord. Detta går emot hypotesen om att ökad dependenslängd skulle leda till en lägre arti-
kulationshastighet på grund av den ökade informationsdensiteten i yttrandet. Vad detta resultat
beror på är svårt att avgöra utan vidare studier. Det bör dock tas i beaktning att modellen gav
ett relativt stort konfidensintervall, vilket kan tyda på att det fanns en hel del variation. Samtliga
värden inom konfidensintervallet visade på en positiv effekt. Om det var fallet att de längre de-
pendensrelationerna balanserade ut de kortare hade man kunnat förvänta sig att det inte skulle
finnas någon effekt alls i datat. Att den istället var positiv skulle kunna ha olika orsaker.

Det skulle kunna vara relaterat till de tidigare nämnda felaktigheterna i mätning av artiku-
lationshastighet. Det skulle också kunna bero på att även andra faktorer påverkar artikulations-
hastigheten på meningsnivå. Så att även om det finns en korrelation mellan både artikulations-
hastighet och informationsdensitet och mellan dependenslängd och informationsdensitet, så är
de två effekterna oberoende av varandra. I studien med lästa meningar av Cooper och Paccia-
Cooper (2013) visades att effekten med längre duration för ord innan ambiguösa ord avtog något
när de lästes upp som del av en längre paragraf. De skriver att detta tyder på att en del av effek-
ten beror på talarens strävan efter att tydliggöra genom att prosodisk markera för lyssnaren med
lägre artikulationshastighet. När talaren själv är oförberedd på ambiguiteten avtar effekten. Om
detta stämmer skulle det förklara avsaknaden av negativ effekt i spontant tal som setts i den här
studien.
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Man har tidigare kunnat se att särskilt spontant tal följer en mer övergripande prosodisk rytm
i talhastighet. Så att längre perioder av flytande tal varvas med kortare perioder med pauser för
kognitiv processning. Goldman-Eisler (1967) beskriver ett mönster i spontant tal där perioder av
relativt långa pauser och korta yttranden varvas med perioder av relativt korta pauser och långa
yttranden. Det skulle kunna vara så att de yttranden som har längre dependenslängd uttalas med
högre artikulationshastighet tack vare de pauser som gjorts tidigare, så att yttrandena redan är
färdigplanerade då de uttalas. För att undersöka detta skulle en studie av talhastighet med pauser
behöva göras. Det skulle också behövas vidare studier av dependenslängd på ordnivå. Det finns
få studier som undersöker om svårigheter vid produktion och kognitiv belastning varierar bero-
ende på var i processen av planering och yttrande en talare befinner sig. Den mesta forskningen
har hittills fokuserat på förståelse (Jaeger 2010), och det behövs mer studier rörande produktion.

Att det fanns en positiv effekt mellan artikulationshastighet och dependenslängd skulle kun-
na indikera att talaren på meningsnivå strävar efter att förkorta tiden som hela yttrandet med
längre dependenslängder sker över. För att underlätta för lyssnaren som håller tidigare ord i
minnet (Gibson 2000). Både att talarens medvetenhet om den syntaktiska komplexiteten spelar
roll och att en hastighetsökning sker för att underlätta för lyssnaren vid långa dependenslängder
kan argumenteras för utifrån EIC-teorins förutsägelser (Hawkins 1994). Men för att undersö-
ka detta vidare skulle en studie behöva göras där dependensrelationen mellan två ords längd
beräknas i förhållande till talhastigheten av sträckan mellan orden.

Med dessa hypoteser i beaktning leder en studie påmeningsnivå till en för grov uppskattning,
och artikulationshastighet och dependenslängd behöver undersökas närmare för att undvika brus
från andra effekter.

5.3 För framtida studier
Resultaten tyder på att den automatiska metoden för transkription och annotering som den här
studien utforskat överskattar artikulationshastigheten så att medelvärdet blir betydligt högre än
för en manuell metod. Detta sker systematiskt för de flesta ord, men i varierande grad. Meto-
den har tydligt större problem med vissa ord än med andra. Felen som metoden orsakar liknar
de som även sågs i Coats (2019) studie där artikulationshastighet räknades ut automatiskt från
undertexter till youtubevideor och jämfördes mellan olika geografiska områden. Han argumen-
terar för att metoden ändå är tillräckligt bra och att likheten mellan resultatet av hans studie och
tidigare studier med manuella metoder indikerar detta. Detta ifrågasätts här då det inte är garan-
terat eftersom kvaliteten på både den ASR Google använder och Wav2Vec 2.0 varierar kraftigt
beroende på sådant som talare och dialekt. Även om den här studien har analyserat orsaker till
fel i uppskattningarna av artikulationshastighet och funnit indikationer på vad de kan bero på,
behövs fler studier för att undersöka detta. Det har visats här att den automatiska metoden för ar-
tikulationshastighet gör fel på ett systematiskt sätt. Men det är möjligt att metoden är tillförlitlig
i specifika studier där felen är kontrollerade för, utan vidare studier kring de exakta orsakerna
till felen bedöms metoden som för osäker.

Resultatet av den här studien tyder på att det behövs mer detaljerade studier där specifika
typer av konstruktioner eller dependenslängd på ordnivå undersöks. För detta krävs mer till-
förlitliga metoder för att beräkna artikulationshastighet. Det kan behövas en metod som är mer
anpassad för transkription på fonemnivå snarare än på ordnivå. Ommodellen tränas på data som
är mer detaljerat annoterad för start och slutpunkt för varje fonem i träningsdatat skulle förmod-
ligen klassificeringen bli mer korrekt i fråga om duration och artikulationshastighet. En sådan
annotering skulle kräva en större mängd manuellt arbete.

Ett ytterligare sätt att lösa det på kunde vara med hjälp av forced alignment. För den här
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studien kunde forced alignment inte användas eftersom det kräver att transkriptionerna är kor-
rekta. Som tidigare nämnt var de inte det i det här fallet. Men för framtida studier, där man
kontrollerat för transkriptionsfel, skulle detta kunna vara en metod som förbättrar beräkningar-
na av artikulationshastighet. Det har till exempel föreslagits olika metoder för att implementera
forced alignment med Wav2Vec2, bland annat i träningsfasen. Det visade sig att detta gav en
bättre uppställning mellan fonem och tidssegment än att enbart använda sig av CTC. För vidare
läsning om detta hänvisas till en artikel av Zhu m. fl. (2021).

Det skulle vara bättre om träningsdatan inte var transkriberad med ordens fulla ortografiska
form utan istället innehöll talspråkliga förkortningar som förekommer i spontant tal.

Dessa samlade ändringar skulle troligen ha negativ effekt på läsbarheten i de transkriptioner
modellen genererar, och här föreslås därför en variant av modellen som är skiljd från nuvarande
Wav2Vec 2.0. Det behövs en modell anpassad för vardera syfte.
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6 Slutsatser
1. Resultatet till studiens första forskningsfråga kunde replikera vad tidigare studier visat.

Det fanns feltranskriptioner av ord. Men när WER beräknades var det ändå relativt lå-
ga värden. WER för transkriptionerna av tre ljudfiler med sammanlagt 912 tokens var
(35,2%, 22,8%, 15%), vilket är i linje med vad som tidigare observerats.

2. Den här studiens andra forskningsfråga och huvudsyfte var att undersöka om automa-
tisk taligenkänning med hjälp av KB:s Wav2Vec 2.0 är en bra metod för att undersöka
artikulationshastighet. Det visade sig att även om metoden var mycket effektiv så var
precisionen dålig. Fast artikulationshastigheterna som den resulterade i följde en del väl-
bekanta distributionsmönster, så fanns brister i kvaliteten på dem. Metoden överskattade
systematiskt artikulationshastigheterna. Den gjorde större fel med uppskattningen av ar-
tikulationshastighet för en- och tvåstaviga ord, och relationen mellan antal stavelser och
artikulationshastighet blev den omvända till vad som tidigare är känt om artikulationshas-
tighet i relation till ordlängd. Som tidigare nämnt i besvarandet av den första forsknings-
frågan förekom rena feltranskriptioner av vissa ord. Det fanns även några fall där modellen
ignorerade fonologisk reduktion och skrev ut den fulla ortografiska formen oavsett. Stu-
dien föreslår att en alternativ ASR behöver utvecklas med det specifika syftet att korrekt
transkribera artikulationshastighet, och ger förslag till vilka typer av ändringar i metod
man skulle kunna pröva i den utvecklingen. Ett förslag är att träna modellen på data anno-
terad med talspråkliga fonologiska reduktioner inkluderade och mer detaljerad annotation
för start och slutpunkt på fonemnivå, till exempel med hjälp av forced alignment.

3. Studiens tredje forskningsfråga gällde ifall artikulationshastighet var relaterat till depen-
denslängd så att en mening med längre sammanlagd dependenslängd också hade en lägre
artikulationshastighet. En mixed effekt modell visade på en motsatt effekt där artikula-
tionshastigheten istället ökar när dependenslängden ökar. Detta bör undersökas vidare,
dels med inkludering av pauser, och mer detaljerat på ordnivå — med en bättre anpassad
metod för att beräkna artikulationshastighet automatiskt.
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Bilaga A Resultat av statistiska modeller
Tabeller med resultat från studiens olika statisktiska modeller.

Tabell 2: Resultat av mixed effekt modell enligt formeln: ARi ∼ α + σi + (1|FILEIDi). Ko-
effeicient för samband mellan AR och antal stavelser på ordnivå och meningsnivå i ms/σ och
σ/sek.

ms/stavelse stavelse/sek
Koefficient CI P-värde Koefficient CI P-värde

ord 16, 14 [16, 16, 26] < 0, 001 −2, 67 [−2, 69, −2, 66] < 0, 001

meningar 0, 2 [0, 17, 0, 24] < 0, 001 −0, 05 [−0, 052, −0, 074] < 0, 001

Tabell 3: Resultat av mixed effekt modell enligt formeln:
ARi ∼ α+DEPENDENSLÄNGDi+SURPRISALi+σi+(1|FILEIDi). Koefficient för samband
mellan AR och dependenslängd, och AR och antal stavelser i ms/σ och σ/sek.

ms/stavelse stavelse/sek
Koefficient CI P-värde Koefficient CI P-värde

deplängd −4, 09 [−6, 03, −2, 15] < 0, 001 0, 29 [0, 16, 0, 42] < 0, 001

stavelser −0, 71 [−0, 02, −0, 6] < 0, 001 0, 006 [−0, 0003, 0, 01] 0, 062

Tabell 4: Resultat av mixed effekt modell enligt formeln:
ARi ∼ α+SURPRISALi+(1+σi|FILEIDi). Koefficient för samband mellan AR och surprisal
i ms/σ och σ/sek.

ms/stavelse stavelse/sek
Koefficient CI P-värde Koefficient CI P-värde

surprisal 3, 87 [3, 84, 3, 89] < 0, 001 −0, 17 [−0, 18, −0, 17] < 0, 001
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Bilaga B Ord med störst skillnad mellan transkriptionerna
Transkriptioner av ord och artikulationshastighet med störst skillnad i artikulationshastighet be-
räknat i ms/σ uppskattat med automatisk taligenkänning och med manuell metod. Ord och ar-
tikulationshastighet transkriberat från tre ljudfiler från tre olika radioprogram i Sveriges Radio
(Sveriges Radio 2022).

Tabell 5: De 10 ord ur radiprogrammet Äta
med P3 med störst skillnad i AR mellan
transkriptionsmetoderna.

Äta med P3
Automatisk Manuell Skillnad i ms

så så 354.1
vi vi 313.7

kör kör 230.9
fullt fullt 224.4
god god 211.5
god god 211.28
väl väl 206.9

morgon morgon 201
vi vi 200.4
en en 197.3

Tabell 6: De 10 ord ur radiprogrammet Ki-
napodden med störst skillnad i AR mellan
transkriptionsmetoderna.

Kinapodden
Automatisk Manuell Skillnad i ms

ja jag 294.7
i i 244.9

in in 198.4
män män 187.3
ha ha 186.6

som som 184.9
eller eller 183.8
vara va 183.3
gäst gäst 175.9
som som 158.3

Tabell 7: De 10 ord ur radiprogrammet Snedtänkt med störst skillnad i AR mellan transkrip-
tionsmetoderna.

Snedtänkt
Automatisk Manuell Skillnad i ms

i i 365.3
är är 355.9

länk länk 276.9
du du 269.55

mig mig 240.6
n en 233.8

med med 232.2
som som 229.6
som som 229.4
jag jag 221.6
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Bilaga C Radioprogram där avsnitt transkriberats
Förteckning över de transkriberade ljudfilerna från Sveriges Radio. Samtliga laddades ner i for-
men av mp3-filer från Sveriges Radios hemsida (Sveriges Radio 2022) (hämtat 2022, 7 mars).
De omvandlades sedan till wav-filer i formatet 16bit sample size med 16 000 hz sample rate för
att kunna bearbetas av Wav2Vec 2.0. Under varje programtitel står mellan vilka datum de ned-
laddade avsnitten sändes. I parentes står hur många avsnitt (ljudfiler) som användes från varje
program.

Byrådet
28 juli 2020 – 09 aug 2021 (10 avsnitt)

Druid & Zimmerman show
29 jan 2022 – 26 feb 2022 (5 avsnitt)

Europapodden
25 sep 2021 – 6 mars 2022 (25 avsnitt)

Finnjävlar
26 dec 2018 – 22 nov 2021 (15 avsnitt)

Kinapodden
09 sep 2021 – 23 feb 2022 (25 avsnitt)

Ekots lördagsintervju
25 sep 2021 – 26 feb 2022 (20 avsnitt)

Nordegren & Epstein i P1
26 jan 2022 – 1 mars 2022 (20 avsnitt)

Odla i P1
12 juli 2021 – 13 sep 2021 (10 avsnitt)

P4 Extra - Gästen
28 jan 2022 – 6 mars 2022 (20 avsnitt)

Snedtänkt med Kalle Lind
16 sep 2021 – 3 mars 2022 (25 avsnitt)

Söndagsintervjun
19 sep 2021 – 27 feb 2022 (20 avsnitt)

USApodden
15 sep 2021 – 2 mars 2022 (25 avsnitt)

Äta med P3 med Ina Lundström
3 juli 2021 – 31 juli 2021 (5 avsnitt)

31



Stockholms universitet
106 91 Stockholm
Telefon 08-16 20 00
https://www.su.se/


	Inledning
	Bakgrund
	Artikulationshastighet
	Informationsteori
	Surprisal
	Kognitiv belastning och informationstäthet (UID)
	Artikulationshastighet och surprisal

	Dependenslängd
	Dependenslängd
	DLM

	Automatisk taligenkänning
	WER
	Automatisk annotering av artikulationshastighet
	Wav2Vec 2.0

	Syntaktisk komplexitet och kognitiv belastning
	Automatisk beräkning av dependenslängd i talat språk
	Dependenslängd och surprisal
	DLM och kognitiva processer
	Artikulationshastighet och syntaktisk komplexitet

	Syfte och forskningsfrågor

	Metod
	Ljudklipp från Sveriges Radio
	Taligenkänning
	Enheter för artikulationshastighet
	Dependenslängd
	Förprocessning av datat
	Surprisal
	Manuell transkription
	Statistiska modeller

	Resultat
	Utvärdering av metod för att undersöka artikulationshastighet
	Jämförelse av automatisk metod och manuell guldstandard
	Undersökning av orsaker till skillnader i uppskattad artikulationshastighet

	Mätningar i två enheter
	Resultat av statistiska modeller
	Artikulationshastighet på ordnivå, för utvärdering av metod
	Artikulationshastighet på meningsnivå och samband med dependenslängd


	Diskussion
	Diskussion av metod
	WER
	Hög artikulationshastighet för kortare ord
	Orsaker till brister i mätningen av artikulationshastighet
	Artikulationshastighet och surprisal

	Artikulationshastighet och dependenslängd
	För framtida studier

	Slutsatser
	Referenser
	Resultat av statistiska modeller
	Ord med störst skillnad mellan transkriptionerna
	Radioprogram där avsnitt transkriberats

